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Preliminaries of Vector Autoregressive

向量自回归 (Vector Autoregression, VAR)

数学表达: 给定 N 维时间序列 {yt}Tt=1，VAR(p) 模型的形式为：

yt = A1yt−1 +A2yt−2 + · · ·+Apyt−p + εt, (1)

其中：
• yt ∈ RN 是 t 时刻的观测向量，
• A1, A2, . . . , Ap ∈ RN×N 是待求解的参数矩阵，
• εt ∈ RN 是独立同分布、均值为零、协方差矩阵有限的噪声项。

作用:
• 分析时间序列内部的动态行为；
• 基于历史数据进行多步预测，广泛用于经济、金融、环境科学等领
域。
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Preliminaries of Vector Autoregressive

如何求解系数矩阵？

以 y1, y2, · · · , y7 对应的 2 阶自回归模型为例。

y7 = A1y6 +A2y5 + ε7,

y6 = A1y5 +A2y4 + ε6,

y5 = A1y4 +A2y3 + ε5,

y4 = A1y3 +A2y2 + ε4,

y3 = A1y2 +A2y1 + ε3.

−→



ε7 = y7 −A1y6 −A2y5,

ε6 = y6 −A1y5 −A2y4,

ε5 = y5 −A1y4 −A2y3,

ε4 = y4 −A1y3 −A2y2,

ε3 = y3 −A1y2 −A2y1.

最小二乘估计：

min
A1,...,Ap

T∑
t=p+1

∥∥∥∥∥yt −
p∑

ℓ=1

Aℓyt−ℓ

∥∥∥∥∥
2

2

(2)
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Preliminaries of Vector Autoregressive

上述模型面临的几个关键性挑战

(1) 参数量大: 对于 “高而窄” 的矩阵（即 N ≫ T），其 参数数量为
pN2，远大于观测数量 NT。
(2) 需要平稳性假设
(3) 对缺失值/异常值敏感
(4) 递归求解会积累误差，不适合长期预测
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The Proposed Two Methods

Tensor Decomposition-Based VAR

传统 VAR(p):

yt = A1yt−1 + · · ·+Apyt−p + εt, A1, · · · , Ap ∈ RN×N . (3)

将 A1, · · · , Ap 排成一个张量 A ∈ RN×N×p, 则

A(1) = (A1, A2, · · · , Ap) ∈ RN×pN .

方程 (3) 可以重写为

yt = (A1, A2, · · · , Ap)(y
⊤
t−1, . . . , y

⊤
t−p)

⊤ + εt ≜ A(1)xt + εt, (4)

其中 xt = (y⊤t−1, . . . , y
⊤
t−p)

⊤ ∈ RpN .
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The Proposed Two Methods

Tensor Decomposition-Based VAR

利用 Tucker 分解对张量 A ∈ RN×N×p 进行降秩：

A = G ×1 U1 ×2 U2 ×3 U3,

其中 G ∈ Rr1×r2×r3 (r1, r2 < N, r3 < p) 是核心张量, U1 ∈ RN×r1 是响
应因子, U2 ∈ RN×r2 是预测因子, U3 ∈ Rp×r3 是滞后因子.

• 传统 VAR(p) 的参数为 pN2.
• TVAR(p) 参数量为 r1r2r3 + r1N + r2N + r3p.
• 若 U1, U2, U3 为半正交矩阵 (HOSVD 分解)，则参数量进一步降为

r1r2r3 + r1(N − r1) + r2(N − r2) + r3(p− r3).
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The Proposed Two Methods

静态因子模型（SFM）和动态因子模型（DFM）

因子模型核心思想：用少数因子解释高维数据的主要变化。
静态因子模型（SFM）：

yt = Λft + et.

其中：

yt ∈ RN（高维时间序列）， ft ∈ Rr（低维因子，r ≪ N），

Λ ∈ RN×r（因子载荷矩阵）， et（误差项）。

特点：仅静态数据的降维，没考虑时序依赖性，不适用于时序预测。

动态因子模型（DFM）：

yt = Λft + et, ft = Aft−1 + νt.

特点：结合 SFM（降维）+ VAR（时间建模），可用于时序预测。
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The Proposed Two Methods

TVAR（张量自回归）vs. DFM（动态因子模型）

DFM 公式：
yt = Λft + et, ft = Aft−1 + νt. (5)

TVAR 公式：
yt = (G ×1 U1 ×2 U2 ×3 U3)(1)xt + ϵt.

由 U1 是半正交矩阵，可得：

U ′
1yt = G(1)(U3 ⊗ U2)

′xt + U ′
1ϵt. (6)

DFM TVAR

降维方式 Λft
（单个维度降维）

U1, U2, U3

（多维度降维）

时间建模 因子自回归
ft = Aft−1 + νt

通过 U3 隐式学习时间依赖

参数量 O(Nr1 + r21)
O(r1r2r3 + r1N + r2N + r3p)
（当 r2, r3 << N 时较少）
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The Proposed Two Methods

Sparse Higher-Order Reduced-Rank VAR (SHORR)

TVAR 目标函数：

arg min
G,U1,U2,U3

T∑
t=p+1

∥∥yt − (G ×1 U1 ×2 U2 ×3 U3)(1)xt
∥∥2
2

(7)

SHORR 目标函数：

arg min
G,U1,U2,U3

T∑
t=p+1

∥∥yt − (G ×1 U1 ×2 U2 ×3 U3)(1)xt
∥∥2
2
+λ∥U3 ⊗ U2 ⊗ U1∥1

(8)
效果：

• 通过 L1 正则化，使得因子载荷矩阵 Ui 具有稀疏性。
• 变量选择能力增强，提高模型的可解释性和计算效率。

12/22



Theoretical Results

Outline

1 Preliminaries of Vector Autoregressive

2 The Proposed Two Methods

3 Theoretical Results

4 Numerical Experiments

13/22



Theoretical Results

TVAR 的渐近正态性

平稳性条件：自回归对应的特征方程

A(z) = IN −A1z − · · · − Apz
p (9)

所有根必须在单位圆外，即 |z| > 1.

示例：一阶自回归 (AR(1)) 过程

xt = a1xt−1 + εt 的特征根为 z = a−1
1 (10)

情况 1：|a1| < 1 如 a1 = 0.5，则 xt = 0.5xt−1 + εt（平稳）
情况 2：|a1| > 1 如 a1 = 1.2，则 xt = 1.2xt−1 + εt（不平稳）
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Theoretical Results

TVAR 的渐近正态性

MLR 估计量的定义：

ÂMLR = arg min
G,U1,U2,U3

1

T

T∑
t=1

∥yt − (G ×1 U1 ×2 U2 ×3 U3)(1)xt∥22. (11)

定理 1（渐近正态性）：若时间序列 {yt} 由模型 (5) 生成，且：
• E∥εt∥42 < ∞，
• N,P 固定，
• (r1, r2, r3) 已知，
则在平稳性假设下，估计量 ÂMLR 满足渐近正态分布：

√
T
{

vec(ÂMLR(1))− vec(A(1))
}

d−→ N(0,ΣMLR), (12)

其中：
ΣMLR = H(H⊤JH)†H⊤. (13)

† 表示 Moore-Penrose 伪逆。
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Theoretical Results

SHORR 的误差界

4 个假设条件：
假设 1（高斯误差）：误差项 εt 服从均值为 0、协方差矩阵 Σε 正定的独
立同分布高斯分布：εt ∼ N (0,Σε).
假设 2（稀疏性）：因子矩阵 Ui 的每一列最多具有 si 个非零元素，
i = 1, 2, 3。
假设 3（正交性约束）：因子矩阵 U 满足：

U ∈ Rpi×ri , U⊤U = Iri , U2
ij ≥ ν > 0 或Uij = 0.

其中 p1 = p2 = N, p3 = P，ν 是下界。
假设 4（相对谱间隙）：张量 A 的三个 mode 展开矩阵的奇异值满足

σ2
j−1(A(i))− σ2

j (A(i)) ≥ δσ2
j−1(A(i)),

其中 δ > 0 控制奇异值的间隔大小。
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Theoretical Results

SHORR 的误差界

定理 2（误差界）：设平稳性假设和假设条件 1-4 成立，且秩参数
(r1, r2, r3) 已知。若正则化参数 λ 和样本数 T 满足：

λ ≳ M
√

log(N2P )

T
, T ≳ log(N2P )+M2dmin[log(NP ), log(cNP/d)],

则估计量的误差界满足：
1. Frobenius 误差界：

∥ÂSHORR −A∥F ≤ C1τ

√
Sλ

α
. (14)

2. 预测误差界：

T−1
T∑
t=1

∥(ÂSHORR −A)(1)xt∥22 ≤ C2τ
2Sλ

2

α
. (15)

3. 概率保证：
1− C exp(−c log(N2P ))− C exp{−cdmin[log(NP ), log(cNP/d)]}.

17/22



Numerical Experiments
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Numerical Experiments

数值验证 MLR 和 SHORR 的理论性质

实验目的：评估 MLR 和 SHORR 的估计误差和方差, 比较不同方法的估
计性能
比较方法：
（1）传统最小二乘回归（OLS）：

min
A

∑
t

∥yt −Axt∥22

（2）低维自回归模型（ARRR）：
min
A

∑
t

∥yt −Axt∥22, s.t. rank(A) ≤ r

（3）本文的 MLR 方法：
min

G,U1,U2,U3

∑
t

∥yt − (G ×1 U1 ×2 U2 ×3 U3)(1)xt∥22

（4）本文的 SHORR 方法：
min

G,U1,U2,U3

∑
t

∥yt − (G ×1 U1 ×2 U2 ×3 U3)(1)xt∥22 + λ∥U3 ⊗ U2 ⊗ U1∥1
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Numerical Experiments

数值验证 MLR 和 SHORR 的理论性质
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Numerical Experiments

对比基于稀疏/低秩的 VAR 方法

1. Lasso (L1 正则化回归)

min
A

∑
t

∥yt −Axt∥22 + λ∥A∥1.

2. 核范数 (Nuclear Norm, NN)

min
A

∑
t

∥yt −Axt∥22 + λ∥A∥∗.

3. 稀疏奇异值分解回归 (RSSVD)

min
S,U,V

∑
t

∥yt − USV xt∥22 + λ∥U∥1 + λ∥V ∥1 s.t. UTU = I, V TV = I.

4. 稀疏正交因子回归 (SOFAR)

min
B,U

∑
t

∥yt − UBxt∥22 + λ∥U∥1, s.t. UTU = I.
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Numerical Experiments

对比结果
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